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Un gran ndmero de estudios han utilizados redes neuronales artificiales para modelar las bolsas de
valores de distintos paises del mundo. Sin embargo, no existia un trabajo que lograse una prediccion
exitosa del indice bursatil argentino.

Nuestra investigacion utiliza un modelo de redes neuronales artificiales para predecir el Merval a partir
de la tasa de interés, el valor del dolar, la inflacién, el tipo de cambio real, el dia de la semana, la
actividad productiva industrial y el indice bursatil de Estados Unidos. El principal hallazgo encontrado
es que las redes neuronales son un buen predictor del Merval. Estos resultados son robustos a varias
especificaciones de la red: ventana de tiempo, cantidad de nodos, restricciones en los inputs y testeo en
base separadas al entrenamiento. Esto genera evidencia en contra de la hipétesis de mercados eficientes.



1. Introduccién

Los modelos de redes neuronales artificiales son utilizados frecuentemente por su
increible habilidad para aprender las complejidades de los sistemas no lineales. En este
trabajo utilizamos estos modelos de redes neuronales artificiales con el objetivo de predecir
una serie financiera. En particular, la serie financiera predicha esel indice burséatil de
Argentina: el Merval y los insumos utilizados para predecirla son: la tasa de interés, el valor
del ddlar, la inflacion, el tipo de cambio real, el dia de la semana, la actividad productiva

industrial y el indice bursatil de Estados Unidos.

Trabajos previos se han aprovechado de esta metodologia para predecir distintas series
financieras: Bretney y Coburn (2008) utilizaron una red neuronal artificial para predecir el precio
intra-diario de acciones de ciertas empresas de tecnologia en Estados Unidos; Dutta, Jha, Laha y
Mohan (2006) estudiaron la efectividad de esta metodologia para modelar el mercado de valores
de India; Shachmurove y Witkowska (2000) examinaron las interrelaciones dinamicas entre los
mercados de valores mas importantes del mundo a través del uso de estos modelos; entre otros
trabajos. Como antecedente mas directo a nuestro trabajo, Maradona (2007) entrené una red
neuronal con el fin de predecir el indice Merval. Sin embargo, las predicciones de su red no
logran un desempefio superior al obtenido utilizando un modelo de camino aleatorio. Nuestro
trabajo contribuye a esta literatura demostrando que sofisticando este modelo, es decir,
aumentando la cantidad de insumos, el desempefio en la prediccion del Merval a través de las
redes neuronales mejora significativamente.

El principal hallazgo encontrado en esta investigacion es que las redes neuronales son un
buen predictor del Merval. Estos resultados son robustos a varias especificaciones de la red:
ventana de tiempo, cantidad de nodos, restricciones en los inputs y testeo en base separadas al
entrenamiento. Esto genera evidencia en contra de la hipotesis de mercados eficientes, que
sostiene que toda la informacion relevante esta contenida en los precios y que consecuentemente
no es imposible obtener ganancias sistematicamente en el mercado de valores. En todos los
modelos desarrollados la estrategia de trade con redes neuronales genera ganancias que superan

ampliamente a la estrategia de buy and hold.



El trabajo si divide en dos secciones mas. La segunda seccion desarrolla en general, los
modelos de redes neuronales y, en particular, los modelos de redes neuronales aplicados a series
financieras. Ademas, introduce la discusion sobre los mercados eficientes. La tercera seccion
contiene la informacién de nuestro modelo: los datos utilizados, la metodologia de nuestras redes
y los principales resultados. Por ultimo, figuran las conclusiones, con las limitaciones y posibles

extensiones del trabajo.

2. Modelos de redes neuronales
2.1 Definicion y origen de las redes neuronales

Las redes neuronales son métodos de aprendizaje que resultan eficaces para
aproximaciones de valores reales. Se trata de un sistema de interconexion de neuronas en una red
que colabora para producir un estimulo de salida.

El estudio de redes neuronales artificiales esta inspirado en la observacion de los sistemas
bioldgicos de aprendizaje, que se construyen de redes muy complejas interconectadas por
neuronas. Las redes neuronales artificiales, imitando a las bioldgicas (no se entiende sino), se
construyen a partir de conexiones de unidades simples, donde cada unidad tiene un nimero de
entradas con valores reales (posiblemente los resultados de otras unidades) y produce un Gnico
valor real de salida, que puede llegar a ser, a su vez, un valor de entrada a otras unidades
(Mitchell, 1997, p. 82).

Una de las tareas de una red neuronal consiste en simular las propiedades observadas en
los sistemas neuronales bioldgicos a través de modelos matematicos recreados mediante
mecanismos artificiales (como un circuito integrado, un ordenador o un conjunto de valvulas). El
objetivo es conseguir que las maquinas den respuestas similares a las que es capaz de dar el
cerebro que se caracterizan por su generalizacion y su robustez.

La investigacién relacionada con redes neuronales se puede dividir en dos direcciones:

1) Investigaciones dirigidas con el objetivo de explorar las propiedades de los sistemas

bioldgicos de redes neuronales (la neurociencia computacional)



2) Investigaciones dirigidas al desarrollo de sistemas capaces de aproximar funciones
complejas de manera eficiente independientemente de que sean “espejos” o no de las redes

bioldgicas.
2.2 Funcionamiento

Una red neuronal se compone de unidades llamadas neuronas y se constituye en una
estructura compuesta por tres capas:

- Vector de entrada (input layer o capa de entrada), que recibe las sefiales del entorno.

- Estructura intermedia u oculta (hidden layer o capa oculta).

- Vector de salida o respuesta (output layer o capa de salida).
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Cada neurona recibe una serie de entradas a traves de interconexiones y emite una salida.

Esta salida viene dada por tres funciones:

1. Funcion de propagacién (también conocida como funcién de excitacion), que por lo
general consiste en la entrada (suma de todas las sefiales de entrada) multiplicada por el peso de
su interconexion. Si el peso es positivo, la conexion se denomina ex-citatoria; si es negativo, se
denomina inhibitoria.

2. Funcién de activacion, que modifica a la anterior. Puede no existir, siendo en este caso

la salida la misma funcidn de propagacion.



3. Funcion de transferencia, que se aplica al valor devuelto por la funcién de activacion.
Se utiliza para acotar la salida de la neurona. Algunas de las méas utilizadas son la funcion
sigmoide (genera outputs de valores en el intervalo [0,1]) y la tangente hiperbdlica (genera
outputs de valores en el intervalo [-1,1]).

Ante un estimulo externo, es decir, el input por parte de las variables predeterminadas,
cada neurona de la capa oculta (que realiza el procesamiento de datos) producira una reaccion
sobre las neuronas de la capa siguiente, que dependera de la sefial que reciba y la fuerza de la
sinapsis entre ellas. Cuando ninguna salida de las neuronas es entrada de neuronas de la misma
capa o de niveles precedentes, la red se describe como de propagacion hacia adelante (feed-
forward propagation). De lo contrario es de propagacion hacia atrés. Por ejemplo, las redes de

propagacion hacia atras que tienen lazos cerrados son sistemas recurrentes.
2.3 Estructura

La arquitectura de una red neuronal define sus estructuras, incluyendo el numero de
neuronas en cada capa y el nimero de y el tipo de conexiones (Kaastra y Boyd, 1996).

Técnicamente, existe un nimero infinito de maneras de construir una red neuronal.

Neuronas de entrada

El nimero de neuronas de entrada se selecciona una vez que las variables independientes
se han pre-procesado, ya que cada variable independiente es representada por su neurona de
entrada propia.

NuUmero de capas ocultas

Las capas ocultas proporcionaran a la red la capacidad de generalizar. En la practica, se
suelen usar redes neuronales con una o dos capas ocultas. Sin embargo, no hay un criterio natural
acerca de la formula de seleccion Optima del nimero de neuronas ocultas. Baily y Thompson
(1990) sugieren que el nimero de neuronas ocultas en una red neuronal de tres capas debe ser de
75% del nimero de neuronas de entrada mientras que Ersoy (1990) propone duplicar el nimero
de neuronas ocultas hasta que el rendimiento de la red comience a deteriorarse.

En principio, pareceria ser conveniente aumentar su nUmero ya que, un mayor namero de
neuronas permite una mayor variedad de valores posibles para las sinapsis, aproximando con

mas exactitud los valores requeridos. Sin embargo, aumentar el nimero de capas ocultas también



aumenta el tiempo de calculo y el peligro de sobreajuste. El overfitting ocurre cuando un modelo
tiene muy pocos grados de libertad y “sobreajusta” la red a la muestra de los datos que se le
proveen durante la etapa de entrenamiento, haciendo que la prediccién sea buena cuando los
insumos pertenecen al conjunto de datos con el que se calibré o entrend la red y deficiente con
datos fuera de la muestra. Tiene relativamente pocas observaciones en relacion con sus
parametros y, por lo tanto, memoriza puntos individuales en lugar de aprender los patrones
generales. Ergo, tenemos un trade off entre la cantidad de parametros a estimar y la precision del
modelo.

Las funciones de transferencia

La mayoria de los actuales modelos de redes neuronales utilizan la funcion de
transferencia sigmoide (Kaastra y Boyd, 1996). Las funciones lineales de transferencia no son
buenas para el mapeo no lineal y la clasificacion. Por ejemplo, Levich y Thomas (1993)
encuentran que los mercados financieros tienen comportamientos que son no lineales y tienen
“memoria” (dependen de los valores pasados) lo que sugiere que la transferencia de funciones

no lineales es méas apropiada en estos casos.

Entrenamiento de la Red Neuronal

El objetivo del entrenamiento es encontrar el conjunto de ponderadores de las neuronas
que genere el minimo global de la funciéon de error. Encontrar el minimo global no esta
garantizado ya que, la funcion de error puede tener muchos minimos locales en los que el

algoritmo puede quedar atrapado.

NuUmero de iteraciones de entrenamiento

En cuanto al nimero de iteraciones cabe reiterar en el peligro de quedar atrapado en un
minimo local y la dificultad de llegar a un minimo global mencionado en el punto anterior. El
momento en el cual la red deja de mejorar se denomina convergencia. ldealmente, se debe
entrenar hasta que deje mejorar la prediccion de la red (Kaastra y Boyd, 1996), pero
precisamente la critica a este procedimiento es que hay manera de saber si el entrenamiento
adicional podria mejorar la capacidad de la red ya que, se podria estar situado en un minimo

local.



Siguiendo con este argumento los tiempos de entrenamiento pueden variar desde unos
pocos segundos a varias horas, dependiendo de factores tales como el nimero de pesos en la red,
el numero de ejemplos de entrenamiento en cuenta y la configuracion de varios pardmetros de

algoritmo de aprendizaje.

Etapas o fases:

Existen dos fases en las redes neuronales: la fase de aprendizaje o entrenamiento y la

fase de prueba.

Fase de Aprendizaje: En la fase de entrenamiento, se utiliza un conjunto de datos o

patrones de entrenamiento para determinar los ponderadores (pardmetros de disefio) que definen
el modelo neuronal. Aprenden por la actualizaciébn o cambio de los pesos sinapticos que
caracterizan a las conexiones. Los pesos son adaptados de acuerdo a la informacion extraida de
los patrones de entrenamiento nuevos que se van presentando. Normalmente, los pesos éptimos
se obtienen optimizando (minimizando o maximizando) alguna funcion de energia. Por ejemplo,

la convencion es usar el error cuadratico medio entre el valor de prediccion y el valor actual.

Fase de Prueba: Tras la fase de aprendizaje/entrenamiento, se da lugar a la fase de

ejecucién, durante la que se le pedird a la red que responda a estimulos diferentes a los
presentados durante la fase de entrenamiento. Gracias a los ejemplos aprendidos del juego de
ensayo, la red debera ser capaz de generalizar y dar respuestas correctas ante patrones de

estimulos nuevos.

Ventajas y desventajas de usar redes neuronales

Las caracteristicas de las RN las hacen muy apropiadas para aplicaciones en las que no se
dispone a priori de un modelo identificable que pueda ser programado, pero cuando se dispone
de un conjunto basico de ejemplos de entrada (previamente clasificados o no). Asimismo, son
altamente robustas tanto al ruido como a la disfuncion de elementos concretos y son facilmente

paralelizables. Las redes neuronales tienen muchas ventajas, entre ellas:



1. Aprendizaje: Las RN tienen la habilidad de aprender con un alto grado de
precisién mediante una etapa de aprendizaje.

3. Auto-organizacion: Una red neuronal construye su propia representacion de la
informacion en su interior, libreando al analista de este trabajo.

4. Tolerancia a fallos: La red puede seguir respondiendo aceptablemente ain si se
dafa parcialmente.

5. Flexibilidad: La red puede manejar cambios no importantes en la informacién de
entrada, como sefiales con ruido, sin sufrir cambios drésticos.

6. Tiempo real: La estructura de una RNA es paralela, por lo cual se pueden

obtener respuestas en tiempo real.

~

Modela los patrones de datos: los generaliza y sus técnicas son robustas.

2

No hay que realizar supuestos para el modelo. No estan sesgadas en su analisis.

Sin embargo, las redes neuronales tienen algunas desventajas:
1. No existe una metodologia estructurada disponible para elegir, desarrollar,
entrenar y verificar la red neuronal.
2. Son cajas negras: es imposible describir como se estiman las relaciones en las
capas ocultas.
3. Experiencia de la eleccion de las entradas en el aprendizaje que pueden tener
mucho ruido y generar una mala prediccion (overfitting).

4. El entrenamiento puede tomar mucho tiempo

Topologia de redes

a)  Segun aprendizaje:

Una de las clasificaciones que se suele hacer de redes neuronales es en funcién del tipo
de aprendizaje de que es capaz (si necesita 0 no un conjunto de entrenamiento supervisado). Para
cada tipo de aprendizaje encontramos varios modelos propuestos por diferentes autores:

Aprendizaje supervisado: necesitan un conjunto de datos de entrada previamente

clasificado o cuya respuesta objetivo se conoce. Ejemplos de este tipo de redes son: el perceptron

simple, la red Adaline, el perceptron multicapa y la memoria asociativa bidireccional.



Aprendizaje no supervisado 0 auto organizado: no necesitan de tal conjunto previo.

Ejemplos de este tipo de redes son: las memorias asociativas, las redes de Hopfield, la maquina
de Bolzman y la méquina de Cauchy, las redes de aprendizaje competitivo, las redes de Kohonen
0 mapas auto organizados y las redes de resonancia adaptativa .

Redes hibridas: son un enfoque mixto en el que se utiliza una funcion de mejora para
facilitar la convergencia. Un ejemplo de este ultimo tipo son las redes de base radial.

Aprendizaje reforzado: se sitla a medio camino entre el supervisado y el auto organizado.

b)  Segun el tipo de entrada:

También se pueden clasificar las RNA segun sean capaces de procesar informacion de
distinto tipo en:

Redes analdgicas: procesan datos de entrada con valores continuos y, habitualmente,

acotados. Ejemplos de este tipo de redes son: Hopfield, Kohonen y las redes de aprendizaje
competitivo.

Redes discretas: procesan datos de entrada de naturaleza discreta; habitualmente valores

I6gicos booleanos. Ejemplos de este segundo tipo de redes son: las maquinas de Bolzman y

Cauchy vy la red discreta de Hopfield.

2.4 Redes neuronales en series de tiempo

El modelado de las series de tiempo ha tomado cada vez méas importancia en la
investigacién debido a la necesidad de contar con mejores herramientas para la toma de
decisiones. Las técnicas de redes neuronales han ido mejorando ante tal demanda por ser técnicas
de regresidn no paramétricas y no lineales y debido a las ventajas que antes mencionamos para la
prediccion, relativo a otras metodologias, ya que, en general, las series de tiempo tienen un
proceso generador de datos de dificil identificacion.

De acuerdo a Sanchez et Al (2010) las series de tiempo pueden exhibir patrones regulares
como tendencias, ciclos y estacionalidades, e irregularidades como cambios estructurales o dias
atipicos.

Misas et al. (2002) definen la red neuronal en el contexto de series de tiempo como

modelos no lineales entrenados para:



(i) Realizar conexiones entre los valores pasados y presentes de una serie de
tiempo y
(if) Extraer estructuras y relaciones escondidas que gobiernan el sistema de

informacion.

Por ultimo, en Misas et al. (2002) se destacan limitaciones en la modelacion de relaciones
entre variables con base en RNA:
i) Dificultad en la interpretacién de los pardmetros,
i) No queda claro el modelo paramétrico no lineal que describe los patrones o
dinamicas no lineales identificados,
iii)  Un buen funcionamiento dentro de la muestra no implica un buen ajuste

de pronostico fuera de ella.

2.5 Eficiencia de Mercados

La hipotesis de mercados eficientes afirma que el precio de un activo refleja toda la
informacidn que se puede obtener a partir de los precios pasados del activo. El argumento es que
cualquier oportunidad para obtener un beneficio serd explotada de inmediato y, por lo tanto,
desaparece en promedio la posibilidad de hacer ganancias. Es decir, el mercado es tan eficiente
que nadie puede comprar o vender con la suficiente rapidez para consistentemente generar
beneficios.

La principal implicancia que se desprende de la hipotesis de eficiencia de los mercados,
es que los precios de las acciones deberian seguir un camino aleatorio, y ser impredecibles en
base a cualquier cantidad de datos historicos. Bajo esta hipdtesis, la estrategia mas adecuada
para un inversor consiste en comprar acciones y mantenerlas a lo largo del tiempo hasta necesitar
venderlas (estrategia denominada Buy and Hold).

A pesar de las implicancias de la hipotesis de mercados eficientes, en la practica se
realizan estrategias de compra y venta en base a datos histéricos. Estas decisiones se toman con
la premisa de que los patrones que existen en los datos pasados pueden indicar futuros
movimientos. Si efectivamente existen patrones, cobra sentido aplicar técnicas automatizadas de

reconocimiento de patrones, como las redes neuronales.



Existe una vasta literatura de transacciones de bolsa utilizando redes neuronales
artificiales. Segun esta literatura, en lugar de hacer estrategias de compra-venta en base a
predicciones numéricas de la series de precios, se puede estimar el precio futuro y optimizar la
rentabilidad financiera sobre un cierto periodo de entrenamiento, sosteniendo que algunas series
de tiempo financieras no son totalmente azarosas.

Esta literatura se inserta dentro de una literatura mas amplia, que intenta predecir el
mercado de valores y que ya sido objeto de investigacion durante muchos afios. En general, hay
cuatro escuelas de pensamiento en cuanto a la capacidad de generar ganancias en el mercado de
valores.

La primera escuela argumenta que ningun inversor puede lograr ventajas de comercio por
encima del promedio basandose en la informacién histérica y presente. Las teorias mas
importantes incluyen la hipdtesis del camino aleatorio y la eficiencia del mercado. La hipotesis
del mercado eficiente afirma que el precio de las acciones se produce sin ningun tipo de
influencia de los precios del pasado. Esta hipotesis afirma que el mercado refleja toda la
informacion pablicamente disponible y los precios se ajustan de forma plena e inmediata una vez
que se obtiene nueva informacion. Si esto es cierto, entonces no deberia haber ningin beneficio
en la prediccion, porque el mercado reaccionaria y compensaria cualquier accion a partir de esta
informacién disponible.

La segunda escuela sostiene que el valor de una accién se establece mediante el analisis
de la informacién fundamental asociado con la empresa, como la contabilidad, la competencia y
la gestion.

La opinién de la tercera escuela es el analisis técnico, lo cual supone gque el mercado de
valores se mueve en las tendencias y las tendencias pueden ser capturadas y utilizadas para el
pronostico. Se trata de usar precio de las acciones pasadas y la informacion del volumen para
predecir los futuros movimientos de precios. El analista técnico cree que hay patrones que se
repiten en el comportamiento del mercado que son predecibles. Se utilizan herramientas tales
como graficos de los patrones, indicadores técnicos y técnicas especializadas, como Elliot y
Fibonacci Olas series (Plummer, 1991). Los indicadores son derivados de series de precios y el

volumen de operaciones en el tiempo.



La opinidn de la cuarta escuela se asocia a los sistemas dinamicos y el comportamiento
cadtico de los precios de las acciones. Desde este punto de vista, los movimientos de precios
tienen una relacién muy compleja y no lineal para algunas variables (Abdoh, et al, 1996).

Uno de los desafios del andlisis moderno de mercado de valores es el desarrollo de
teorias que sean capaces de explicar los movimientos de los precios de los activos y la

rentabilidad que complementen el comportamiento de los datos.

2.6 Literatura previa sobre redes neuronales aplicadas a series financieras.

Las redes neuronales artificiales han demostrado ser una herramienta eficaz para la
modelacién no paramétrica de datos en una variedad de contextos diferentes, donde el producto
final es una funcion no lineal de los insumos. Una amplia literatura ha aplicado estos modelos a:
previsiones de negocio, calificacion crediticia, calificacion de los bonos, la prediccion del
fracaso empresarial, la medicina, el reconocimiento de patrones y el procesamiento de imagenes.
Sin embrago, en esta revision de la literatura previa concentraremos nuestra atencion en los
trabajos que utilizaron las redes neuronales para la prediccion de series financieras alrededor del
mundo. En particular, resumiremos algunos de estos trabajos para Estados Unidos, la India, el
resto del mundo y, por Gltimo, la Argentina.

El trabajo “High frequency Trading with an artificial neural network” de Coburn y
Bretney, utiliza una red neuronal para predecir el precio intra-diario (High-Frequency-Trading)
de acciones de ciertas empresas de tecnologia (Apple Incorporated, Cisco Systems Incorporated,
Intel Corporation, Microsoft Corporation, Oracle Corporation, Qualcomm Incorporated) que
cotizaban en el NYSE en enero del 2000. Algunas de las caracteristicas de su red neuronal son:
es Feed-Foward, con algoritmo de aprendizaje del tipo back-propagation, 100 nodos ocultos en
una unica capa oculta, 5 insumos (precio y volumenes de demanda y oferta y precio realizado de
acciones de empresas tecnologicas). La red se re-entrena cada 20 periodos (intervalos de 30
minutos con datos por minuto) y el pardmetro de look-back es de 25 periodos. Se utiliza una
funcidn de activacion de los insumos tangente hiperbdlica (tanh). Los autores concluyen que, en
la mayoria de los casos, la estrategia obtenida siguiendo esta red neuronal supera el desempefio

de una estrategia de Buy-and-Hold, aungque no siempre se obtienen ganancias.



“Artificial Neural Network Models for Forecasting Stock Price Index in the Bombay
Stock Exchange” de Dutta, Jha Laha y Mohan modela con redes neuronales el mercado de
valores de la India. Desarrollaron dos redes neuronales con tres capas ocultas y utilizaron como
insumos rezagos del producto y promedios de rezagos del producto. El desempefio de sus redes
es mesurado a través del error cuadratico medio y el error medio absoluto. La primera de sus
redes logra un ECM de 4.82 por ciento y EMA de %3.93, mientras que la segunda red logra un
ECM de %6.87 y un EMA de %5.52.

La investigacion “Utilizing Artificial Neural Network Model to Predict Stock Markets” de
Shachmurove y Witkowska examina las interrelaciones dinamicas entre los distintos mercados
de valores del mundo utilizando esta metodologia. Los datos usados provienen de indices diarios
los mercados bursatiles mas importantes del mundo: Canada, Francia, Alemania, Japon, Reino
Unido (UK), Estados Unidos (EE.UU.), entre otros. Modelos multicapa perceptron con
funciones de activacion logistica resultaron tener mejores condiciones para prever los
rendimientos de las acciones diarias que los modelos tradicionales de prediccion, en términos de
menores errores cuadraticos medios. Por otra parte, un multicapa perceptron con cinco unidades
en la capa oculta predice con mayor precision el rendimiento de los indices bursatiles que una
red neuronal con dos elementos ocultos.

Por altimo, el trabajo “Resultados de una aproximacion preliminar a la prediccion de
series financieras utilizando redes neuronales” de Gustavo Maradona (presentado en la AAEP
en 2007), entrena una red neuronal con el fin de predecir el indice Merval en Argentina y
comparar su desempefio con el de un camino aleatorio. Utiliza una red neuronal de tipo
recurrente (Total-Recurrent) con dos capas ocultas. El algoritmo de aprendizaje es el de
optimizacion de Powells. En los nodos de la primera capa oculta se utiliza funcion de activacion
arco-tangente, lineal umbral en los de la segunda capa oculta y sigmoidea en la capa de output.
Se utilizan como insumos dos rezagos de la tasa de interés pasiva que reporta el BCRA y un
rezago del Merval. Se concluye que las redes estimadas no logran un desempefio superior al
obtenido en la aplicacion de un modelo de camino aleatorio, presentando evidencia a favor de la
hipotesis de mercados eficientes.

Puede observarse que la mayoria de los trabajos concluye que las redes neuronales son un
buen predictor de las series financieras analizadas, si bien no siempre resultan significativamente

distintas de un camino aleatorio.
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3. Nuestro modelo: Prediccion del indice Merval con redes neuronales

Producto de la red

¢ Indice Merval: El Merval es el indice mas difundido del mercado accionario argentino.

En particular, este indice es el valor de mercado de una cartera de acciones, seleccionada

de acuerdo a la participacion en la cantidad de transacciones y el monto operado en la

Bolsa de Comercio de Buenos Aires.

El Merval se computa continuamente durante la jornada de transacciones y se exhibe en

las pantallas del Sistema de Informacién Bursatil. Nosotras utilizamos los valores de cierre

ajustados por dividendos y splits para los cinco dias habiles de la semana sin incluir los feriados.

La némina de sociedades y sus ponderaciones se actualizan trimestralmente, de acuerdo con la

participacion en el mercado de los Gltimos seis meses. A continuacion se exhibe la presente

composicion del indice Merval correspondiente al tercer trimestre del afio 2011:

Simbolo Compainiia Sector Participacion
GGAL Grupo Financiero Galicia Finanzas 15,61%
APBR Petrdleo Brasileiro Petrdleo 10,23%
TECO2 Telecom Argentina Telecomunicaciones 10,13%
PAMP Pampa Energia Energia 8,04%
TS Tenaris Metalurgia 7,74%
YPFD YPF Petrdleo 6,27%
ERAR Siderar Siderurgia 5,68%
FRAN BBVA Banco Francés Banca 5,43%
BMA Banco Macro Banca 3,69%
ALUA Aluar Aluminio 3,63%
PESA Petrobras Energia Petroleo 3,57%
BPAT Banco Patagonia Banca 3,29%
EDN Edenor Distribucion eléctrica 2,94%
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MOLI Molinos Rio de la Plata Alimentacion 2.87%

LEDE Ledesma Alimentacion, Papelera 2,32%
MIRG Mirgor Automotores 2,31%
TRAN Transener Distribucion eléctrica 2,30%
BHIP Banco Hipotecario Banca 1,96%

Insumos de la red

Tasa de interés pasiva: es el porcentaje que pagaron las instituciones bancarias a quienes
depositaron dinero en pesos en un plazo fijo a 30 dias exclusivamente. Estos datos son

reportados por el Banco Central de la Republica Argentina.

indice de Precios al Consumidor: Debido a que los datos del IPC (indice de Precios al
Consumidor) reportados por el INDEC no son confiables a partir de diciembre de 2006,
esta serie mensual es reemplazada por el IPC-CqP (Indice de Precios al Consumidor de
Cosas que Pasan, publicado por CgP) a partir de esa fecha. EI IPC-CqP es un promedio
geomeétrico ponderado de IPCs provinciales. Para computar este indice se utilizan los
datos de nueve provincias y las ponderaciones son proporcionales a las correlaciones que

tenian estos indices con el IPC-GBA (a mayor correlacion, mayor peso en el indice).

Variacion anual del IPC: Se trata de datos a nivel mensual de la variacién anual del indice

anteriormente mencionado.

Tipo de Cambio Nominal: Para medir el Tipo de Cambio Nominal se utiliza el precio

diario de venta del ddlar estadounidense en Capital Federal.

Tipo de Cambio Real: Debido a que los datos del indice de Tipo de Cambio Real
Multilateral (ITCRM) reportados por el BCRA utiliza el IPC del INDEC, estos datos no
son confiables a partir de diciembre de 2006. En consecuencia, esta serie mensual es

reemplazada por el Tipo de Cambio Real Efectivo (TCRE) publicado por CgP.

Existen algunas diferencias metodologicas entre estos dos indices. Por un lado, el ITCRM

posee un numero mayor de paises en su muestra. Sin embargo, los paises abarcados en el TCRE
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son los responsables de mas del 60% del comercio de la Argentina. Por otro lado, para sus

ponderaciones el ITCRM no incluye el comercio de bienes basicos, mientras que el TCRE utiliza

la totalidad del intercambio comercial. Por Gltimo, el TCRE usa un double-weighting para las

exportaciones. Es decir, la ponderacién de cada pais en el indice se compone de tres partes (en

lugar de los dos usados por el ITCRM): participacion en las importaciones, participacion en las

exportaciones, y una tercera: competitividad en los terceros mercados. Al igual que el ITCRM, el

TCRE toma como base Diciembre 2001=100, el ultimo mes en que se mantuvo el régimen de

convertibilidad.

1

indice de Produccion Industrial (FIEL): El indice de Produccion Industrial (IPI) es un
indicador coyuntural que mide la evolucion mensual de la actividad productiva de las
ramas industriales, excluida la construccion, contenidas en la Clasificacion Nacional de
Actividades Econdmicas. Mide, por tanto, la evolucion conjunta de la cantidad y de la

calidad, eliminando la influencia de los precios.

indice Dow Jones: (Dow Jones Industrial Average) es el principal indice bursétil de
Estados Unidos. Mide el desempefio de las 30 mayores empresas transadas en la bolsa de
Estados Unidos. Estas empresas no corresponden Gnicamente a la industria pesada sino
que tiene como componentes compafiias financieras y de informatica, entre otras. En el
apéndice Il figuran los nombres de estas 30 empresas y la industria a la que pertenecen.
Para compensar los efectos de divisiones de acciones y otros ajustes, el promedio es

calculado a escala en relacion al tamafio e importancia de una empresa.

Dia de la semana: Debido a que pueden existir ciclos intrasemanales en las series
financieras, el dia de la semana puede ser un insumo relevante para predecir el valor del

Merval. Este insumo toma el valor 1 el dia lunes, 2 el dia martes y asi sucesivamente.

indice Merval: ademés de ser el producto de nuestras redes, rezagos del Merval son

utilizados como insumos.
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Ventanas Temporal

Este trabajo utiliza, para su analisis, observaciones diarias desde el 01/012003 al 30/09/2011.
Decidimos considerar la dindmica del Merval a partir del 2003 debido a la posible presencia de
un cambio estructural de la serie en los afios 2001 y 2002. Dentro de esta serie s6lo consideramos
los dias habiles debido a la ausencia de datos para nuestro producto y algunos insumos durante

los dias del fin de semana y feriados. En total la base consta de 2192 periodos (dias).

Algunas cuestiones técnicas:

En términos técnicos, cuando se desean incluir los datos correspondientes al 100% de la
muestra, utilizamos un vector fila de insumos de dimensiones 1x2192, donde cada columna
contiene una matriz de 8x1, representando datos dindmicos: 2192 observaciones temporales de 8
elementos. Para el target utilizamos un vector fila titulado 'OUTPUT_CELL' de dimensiones
1x2192, donde cada columna contiene una matriz de 1x1, representando datos dindmicos: 2192

observaciones temporales de 1 Gnico elemento.

Red neuronal utilizada : NARX

El tipo de red neuronal de series de tiempo utilizada para este trabajo es la red NARX:
Nonlinear Autorregresive Network with Exogenous inputs. EI modelo NARX esta basado en el
modelo lineal ARX de difundido uso en series de tiempo. La principal ventaja de la red NARX
sobre una red feed-forward es que permite ganar grados de libertad al incluir la prediccion de un
periodo como dato en periodos siguientes, resumiendo informacion de las variables exdgenas,
permitiendo incluir menos rezagos de las mismas y resumiendo el nimero de parametros “a

estimar”.




Cuando el feedback loop esta abierto en la red neuronal NARX, predice el proximo valor de y(t)
de los valores previos de y(t) y x(t) (insumos externos). Cuando el feedback loop esté cerrado, la
red se puede utilizar para ejecutar predicciones varios pasos hacia adelante. Esto se debe a que
las predicciones de la variable dependiente en t, van a ser usadas en lugar de valores

efectivamente futuros de la misma.
Red Neuronal NARX con closed-loop:

Esta red es idéntica a la anterior, excepto porque un rezago ha sido removido. El producto

(output) del modelo es entonces y(t + 1) en vez de y(t).

x(t) Hidden

y(t)




Resultados

A continuacion examinamos el primer modelo neuronal propuesto. Consiste en una red
de una sola capa oculta, con 8 insumos y 8 nodos ocultos, con funcion de asignacion de datos a
grupo de entrenamiento, validacion y testeo aleatoria. En esta ocasion utilizamos el total de los

datos disponibles, es decir, de enero 2003 hasta septiembre de 2011.

Como se puede analizar, la funcion de desempefio llega a un minimo asintético despues

de 16 iteraciones, mostrando que la red converge rapidamente al optimo.

Desempefio de la red

Best Validation Performance is 777.9523 at epoch 10
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Correlacién entre errores e insumos

Correlation between Input 1 and Error 1
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El grafico describe como los errores de prediccion se relacionan en el tiempo. Para un
modelo de prediccion perfecta, deberia haber solamente un valor no-nulo de la funcién de auto-
correlacion, y deberia ocurrir en ausencia de rezagos. Si hubiera significativa correlacion en los

errores, entonces seria posible siempre mejorar la prediccion. En este caso, excepto por el pico



(1) en el lag=0, el resto de las correlaciones caen aproximadamente en el intervalo de confianza

de 95% marcado en linea punteada. Entonces, el modelo parece ser adecuado.

Outputs vs. targets y errores

Response of Output Element 1 for Time-Series 1
4000 I I 1 I I I I I 1 I

¢+ Targets
+ Outputs
Errors

3500

— Response

3000

2500

2000

Qutput and Target

1500

1000

50079
200

Error

-200

-400

200 400 800 800 1000 1200 1400 1600 1800 2000
Time



Fit red neuronal
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Para el segundo modelo los datos fueron divididos de forma no aleatoria entre las tres
fases, con un bloque después del otro. A continuacion se ilustra el buen desempefio de esta red

con diferentes gréaficos.

Observamos en el siguiente grafico que con 7 iteraciones basta para converger al

desempefio éptimo, prediciendo mejor que el modelo anterior.

Desempefio de la red
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Las correlaciones entre el Merval y sus rezagos son mas fuertes que en el modelo previo:

Correlacién de errores e insumos

Correlation between Input 1 and Error 1
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Outputs vs Targets y Errores

Response of Output Element 1 for Time-Series 1
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Validacién

. Gradient = 615.0537, at epoch 16
10 T T T T T 1 T
5 ...
2 100 s .
A
100 1 1 1 1 1 1 1
% Mu = 1000, at epoch 16
10 T T T T T T T
g 100 /—\ I
10‘5 1 1 Il 1 1 1 1
Validation Checks = 6, at epoch 16
10 T T T T T T T
E 5
W rS r'Y L
-
" ¢ ¢ WP L. | .
0 2 4 6 o 10 12 14 16

16 Epochs



Indicadores de desempefiio de las redes:

1 Error cuadratico medio

1 Porcentaje de cambios de signos correctamente predichos

1 Comparacién de Ganancias:

Dado un portafolio que replica la composicion accionaria del indice Merval, se comparan las
ganancias de una estrategia activa de compra y venta basada en las predicciones de la red
neuronal (se compra cuando la red predice que el indice va a subir y se vende en caso contrario)
con una estrategia de Buy and Hold, que consiste en la compra de una cartera que replica al
Merval en el primer periodo, manteniéndola sin realizar compras y ventas mas que para ajustarse
a las variaciones en la composicion del mismo indice.

Esta estrategia de Buy and Hold, es consistente con la creencia de que el indice se
comporta como un camino aleatorio, donde un buen valor para predecir el indice es el del
periodo inmediatamente previo y, dado que no se pueden realizar buenas predicciones, entonces
lo mejor que se puede hacer es mantener la cartera y observar qué sucede. La otra estrategia es
una estrategia activa, que supone que con la ayuda de la red, efectivamente se puede, en
promedio, predecir al menos el signo de la direccidn en que se moveré el indice, justificando la
compra y venta de la cartera accionaria. En este trabajo utilizamos redes neuronales para predecir
puntualmente el valor del indice en periodos posteriores, no para predecir el signo de la variacion
del indice (si sube o baja), ya que se necesitarian otro tipo de redes para resolver ese problema.
Una vez contando con los valores que predice la red, y con los efectivos valores del Merval,
restaremos de a pares para calcular la variacion diaria y analizar en qué medida la red fall6 en

predecir el cambio de signo. Pero la red no fue entrenada explicitamente para dicha tarea.

Estrategias
¢Contra qué referencia podriamos medir el desempefio de estas redes entrenadas?

Utilizaremos como referencia el modelo que resulta de predecir el valor del Merval en funcion
de la observacidn anterior, estableciendo como hipotesis que la estructura es la correspondiente a

un camino aleatorio.

Definimos:



Vender = ir short

Comprar = ir long

Estrategia activa: Las ganancias se calculan del siguiente modo: si la red predice que el
precio va a subir, el agente compra. Luego, cuando predice que va a bajar, cierra esta posicion
(donde esta Long) y va short. Ahi registra su ganancia, la diferencia entre el valor al comprar y al
vender su posicion long. Después por ejemplo, si predice que va a subir de nuevo estando short,
cierra su posicion short y calcula la diferencia de nuevo. La ganancia final serd la suma de todas
estas diferencias diarias.

Para evitar el problema del sobreajuste, es aconsejable utilizar un segundo grupo de datos
diferentes a los de entrenamiento, el grupo de validacion, que permita controlar el proceso de
aprendizaje. Durante el aprendizaje la red va modificando los pesos en funcion de los datos de
entrenamiento y de forma alternada se va obteniendo el error que comete la red ante los datos de
validacién. De este modo, podemos averiguar cual es el nimero de ponderadores Optimo, en
funcion de la arquitectura que ha tenido la mejor ejecucion con los datos de validacion. Como se
verd mas adelante, mediante el grupo de validacion también se puede determinar el valor de otros
parametros que intervienen en el aprendizaje de la red.

Por ultimo, si se desea medir de una forma completamente objetiva la eficacia final del
sistema construido, no deberiamos basarnos en el error que se comete ante los datos de
validacion, ya que de alguna forma, estos datos han participado en el proceso de entrenamiento.
Se deberia contar con un tercer grupo de datos independientes, el grupo de test el cual

proporcionara una estimacion insesgada del error de generalizacion.
Redes neuronales vs. Camino aleatorio
En primera instancia se realizaron distintas especificaciones del modelo para encontrar

resultados robustos ante variaciones de estructura neuronal y del periodo analizado. A

continuacion se describen estas especificaciones:



Modelo Descripcién

1 Periodo de entrenamiento: 2003-2005. Periodo de evaluacion: 2006. 2 rezagos. 8

nodos ocultos. 8 insumos.

2 Periodo considerado: 2003-2011. 2 rezagos. 8 nodos ocultos. 8 insumos.

3 Periodo considerado: 2003-2011. 2 rezagos. 8 nodos ocultos. 4 insumos.

4 Periodo considerado: 02/01/2003-11/05/2006. 2 rezagos. 8 nodos ocultos. 8
insumos.

5 Periodo considerado: 02/01/2003-11/05/2006. 2 rezagos. 10 nodos ocultos. 4
iNSUmMos.

6 Periodo de entrenamiento: 02/01/2003-28/02/2006. Periodo de evaluacion:
28/02/2006-11/05/2006. 2 rezagos. 10 nodos ocultos. 8 insumos.

7 Periodo de entrenamiento: 02/01/2003-28/02/2006. Periodo de evaluacion:
03/01/2009-29/09/2011. 2 rezagos. 10 nodos ocultos. 8 insumos.

8 Periodo considerado: 02/01/2003-11/05/2006. 2 rezagos. 5 nodos ocultos. 8

insumos. 1 capa oculta. Modo de division de datos en primer etapa divideblock.
9 Periodo considerado: 2003-2011. 2 rezagos. 5 nodos ocultos. 8 insumos. 1 capa

oculta. Modo de division de datos en primer etapa: divideblock

Dentro de los distintos modelos de redes se incluyeron validaciones separadas para evitar
el problema del sobreajuste, utilizando un segundo grupo de datos diferentes a los de
entrenamiento, que permita controlar el proceso de aprendizaje y proporcione una estimacion
insesgada del error de generalizacion. Este testeo es fundamental ya que evalla de una forma
completamente objetiva la eficacia final del sistema construido, uno no se debe basar solamente
en el error que se comete ante los datos de validacion, ya que estos datos participaron en el
proceso de entrenamiento.

Otras especificaciones son: distinto nimero de nodos (el trade off entre sesgo y ajuste fue
explicado en la segunda seccién), cambio en la cantidad de insumos (reducir el nimero a los
mas relevantes, cuya metodologia y elecciones se encuentra descripta en el apéndice), y cambio

en la asignacion de las fases en el entrenamiento: por bloques secuenciales o aleatoria.



Luego analizamos la capacidad predictiva de las redes; por un lado usamos el indicador
convencional, el error cuadratico medio y por el otro evaluamos el porcentaje de cambios de

signos correctamente predichos: es decir, analizamos tanto la direccion como el nivel de la

prediccion.
Modelo ECM (%) Aciertos Trading con la red vs. Estrategia Buy and Hold
Acumulados
al final del
periodo
Ganancias Ganancias con Dif.
realizando trading estrategia Buy and
con la red neuronal Hold
1 173513.08 55.72 2113.11 -206.35 2319.46
2 1061.46 57.59 7434.74 2351.11 5083.63
3 1030.25 56.19 4257.89 2351.11 1906.78
4 471.20 61.48 3249.13 1303.21 1945.92
5 207.08 62.5 3211.98 1303.21 1908.77
6 60407.22 35.36 965.02 1961.79 -996.77
7 1247452 51.11 1776.48 34.08 1742.4
8 433.51 57.7 2699.31 1303.21 1396.1
9 4555450 50.38 2690.57 2351.11 339.46

En las tres Gltimas columnas evaluamos la estrategia de trading correspondiente a la red.
Dado un portafolio que replica la composicion accionaria del indice Merval, se comparan las
ganancias de una estrategia activa de compra y venta basada en las predicciones de la red
neuronal (se compra cuando la red predice que el indice va a subir y se vende en caso contrario)
con una estrategia de Buy and Hold, que consiste en la compra de una cartera que replica al
Merval en el primer periodo, manteniéndola sin realizar compras y ventas mas que para ajustarse
a las variaciones en la composicion del mismo indice.

Esta estrategia de Buy and Hold, es consistente con la creencia de que el indice se

comporta como un camino aleatorio, donde el mejor valor para predecir el indice, es el del



periodo inmediatamente previo, y, dado que no se pueden realizar buenas predicciones, entonces
lo mejor que se puede hacer es mantener la cartera y ver qué pasa. La otra estrategia es una
estrategia activa, que supone gque con la ayuda de la red, efectivamente se puede, en promedio,
predecir al menos el signo de la direccidon en que se movera el indice, justificando la compra y

venta de la cartera accionaria.

En todos los casos la Estrategia de Trade con Redes Neuronales condujo a ganancias y
9/10 casos logro superar a la estrategia tradicional de Buy and Hold, con diferencias que
alcanzan miles de puntos del indice Merval al final del periodo en cuestion. De todas maneras, la
varianza es considerable a traves de las distintas especificaciones de redes, y a través de distintos
los periodos de tiempo. De esta manera, con el modelo nimero 2 en el periodo 2003- septiembre
/2011, se logran ganancias de 5083 puntos respecto de Buy and Hold, pero también se pierden
casi mil puntos con el modelo nimero 6 en el periodo 2003-mayo/2006. Estos resultados son
también un poco azarosos, ya que la ganancia, en definitiva, que obtiene un individuo con
estratega de retencion de acciones, no es mas que la diferencia entre el valor del indice en el
momento en que adquirié por primera vez la cartera de mercado, y el valor de la cartera de
mercado al final del periodo que marcamos nosotros. Con lo cual, el hecho de gue en un test se
obtengan pérdidas relativas, no invalida la capacidad de prediccion de la misma. Por otro lado,
esta claro que una red que estd en continuo proceso de entrenamiento, va a tender a ejecutar
predicciones mas certera y precisas que en caso contrario. Al simular y realizar tests sobre una
base con datos cada vez mas alejados del proceso de entrenamiento, la red va a predecir menos,
particularmente en contextos de altas fluctuaciones en el indice y los insumos de la red, y
principalmente en momentos de cambios bruscos de tendencia, donde lo aprendido muchos
periodos atras ya no es til para predecir el futuro.

Ademas, en 9/10 casos la red acert6 en mas de 50% en la prediccion del signo de la

variacion del indice respecto del periodo anterior, superando en promedio, a un camino aleatorio.

A su vez, la tabla muestra que efectivamente, mayores ganancias con la estrategia de
utilizar la red neuronal, se asocia a menor error cuadratico medio. También ambas se asocian a la

diferencia entre ambas ganancias, pero alli ya no es tan directa la asociacion, ya que entran en



juego otros factores. Es decir, los dos primeros indicadores de performance estan altamente
correlacionados, y entre si, con la ganancia obtenida en términos absolutos, pero no es tan obvia

la correlacion con la ganancia relativa a una estrategia de Buy and Hold.

Esto podria estar dando evidencia de que por un lado, las redes pueden aprender cosas de
precios pasados y de valores pasados de insumos a la red, e incluso bastante mejor que un
camino aleatorio. Este resultado va en contra de la hipotesis de eficiencia de mercado, que dice
que toda informacion relevante esta contenida en los precios y por ende es imposible obtener
continuamente ganancias en el mercado. No obstante, debe reconocerse que los resultados estan
lejos de presentar dura evidencia contra dicha hipdtesis: es verdaderamente complejo predecir

variables financieras y obtener ganancias significativas con estrategias de este estilo.



Ganancias de Trading con de red neuronal vs. Buy and Hold.

Ganancias de trading para el modelo 4
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e———targets  e=output_red = =——=ingresoacumulado_red = e=ingresoacumulado_bh

Para el cuarto modelo se observa una sistematica ventaja de la estrategia de trading con
redes neuronales sobre la estrategia pasiva Buy and Hold, generando ganancias superiores a
3000 puntos durante el periodo, tan sélo haciendo transacciones con una cartera que replica

constantemente la composicion del Merval.




Ganancias de trading para el modelo 8
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e———targets  e=output_red = =——ingresoacumulado_red = ==ingresoacumulado_bh

Existe cierta robustez sobre la especificacion de la red, cambiar la especificacion no
altera la dominancia de la red por sobre Buy and Hold. Los resultados desmienten la hipotesis de
eficiencia de mercado ya que existe un margen (sistematico) de ganancia realizando

transacciones de una cartera armada de acuerdo a Merval.




4. Conclusiones

Una amplia literatura ha demostrado que las redes neuronales artificiales son una
herramienta eficaz para la modelacion no paramétrica de datos en una variedad de contextos
diferentes, donde el producto final es una funcion no lineal de los insumos. Estos modelos han
sido aplicados exitosamente a: previsiones de negocio, calificacion crediticia, calificacion de los
bonos, la prediccion del fracaso empresarial, la medicina, el reconocimiento de patrones y el
procesamiento de imagenes. A su vez, en la literatura mas especifica de redes neuronales y series
financieras, también existen muchos casos éxito: las redes neuronales lograron predecir mejor el
comportamiento de indices bursatiles en Estados Unidos, India y otros mercados que otros
modelos tradicionales de prediccion.

Sin embargo, no existia hasta el momento un modelo que lograse predecir exitosamente
el indice bursatil de la Argentina. Maradona realizd un intento: entrendé una red neuronal que
utilizaba como insumos la tasa de interés pasiva reportada por el Banco Central y un rezago del
Merval. Sin embargo, las predicciones de su red no logran un desempefio superior al obtenido
utilizando un modelo de camino aleatorio. Nuestro trabajo contribuye a esta literatura
demostrando que sofisticando este modelo, es decir, aumentando la cantidad de insumos, el
desempefio en la prediccion del Merval a través de las redes neuronales mejora
significativamente.

El principal hallazgo encontrado en esta investigacion es que las redes neuronales son un
buen predictor del Merval. Estos resultados son robustos a varias especificaciones de la red:
ventana de tiempo, cantidad de nodos, restricciones en los inputs y testeo en base separadas al
entrenamiento. Esto genera evidencia en contra de la hipotesis de mercados eficientes, que
sostiene que toda la informacidn relevante esta contenida en los precios y que consecuentemente
no es imposible obtener ganancias sistematicamente en el mercado de valores. En todos los
modelos desarrollados la estrategia de trade con redes neuronales genera ganancias que superan
ampliamente a la estrategia de buy and hold.

Mas alla de los resultados encontrados, el analisis de este trabajo esta claramente acotado
al testeo de la hipotesis de eficiencia de mercado y una aproximacién al entendimiento del
proceso de generacion de datos detras de las fluctuaciones del indice del Merval. A modo de

ejemplo de estas limitaciones, nuestro trabajo no imita con precision como un trader deberia



utilizar las redes neuronales para generar ganancias en sus transacciones. Para ello, una posible
extension de este trabajo seria replicar un escenario mas realista del &ambito de trading. En el dia
a dia, un trader haria el siguiente procedimiento: en vez de usar data histdrica hasta cierta fecha
y desde alli entonces utilizar las predicciones de la red, el trader actualizaria diariamente esta
base de datos de series historicas. De esta manera, el set de datos que se utilizaria para el
entrenamiento de la red incorporaria nueva informacion con cada dia y asi iria ajustando la red
para poder predecir los precios del dia siguiente de manera mas informada. La implementacion
en MATLAB requeriria la generacion de N bases , una para cada “dia del trader” que toman M
periodos de tiempo desde la fecha hacia atras. Estas deberian ser consecutivas. Después se
realizaria la prediccion con la red neuronal para cada fecha con la base de datos que corresponde
a la informacion hasta el dia previo a esa fecha.

Por otro lado, la hipétesis de eficiencia de mercado fue disefiada pensada en precios de
activos de empresas y no para indices de bolsas de valores. Para mejorar este aspecto, otra
posible extension de nuestro trabajo seria testear otras especificaciones de la hipotesis de
eficiencia de mercado. En primer lugar, se podria hacer el mismo testeo para datos de empresas y
no para el indice en su totalidad. Claramente, habria que cambiar los inputs, sacando algunos e
incorporando otros asociados a las empresas. En segundo lugar, se podria profundizar el testeo
sobre empresas replicando el ejercicio sobre precios intradiarios, suponiendo liquidez en todos
los periodos.

Por Gltimo, dentro de la metodologia de redes neuronales, como no existe un criterio
exacto para la especificacion de la red, se podrian realizar ain mas chequeos de robustez a las
predicciones de la red con toda la gama de opciones de estructura de la red. Se podria programar
en MATLAB una rutina que corra la red para distintas especificaciones y vaya guardando el
desempefio de cada una de ellas. Habria que ser cauteloso con las conclusiones de que estructura
de red se desempefia mejor, ya que no es obvio que sean generalizables para otros contextos, sino

Unicamente para este ejercicio con el Merval.
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VII. Apéndices
Apendice I: Preprocesamiento de Datos

Como chequeo de robustez y con el objetivo de determinar que variables eran mas
significativas para generar un modelo reducido, realizamos regresiones bajo un modelo ARIMA

y un modelo MCO. A continuacion se muestran los p-value asociados a las variables de interés:

Regresion ARIMA

Variable P-value
Venta del dolar 0.006
Tasa de interés 0.271
IPC 0.000
IPC (variacion anual) 0.733
TCR 0.000
IPI 0.997
Dow Jones 0.000

Regresion MCO

Variable P-value
Venta del dolar 0.017
Tasa de interés 0.000
IPC 0.000
IPC (variacion anual) 0.000
TCR 0.000
IPI 0.000
Dow Jones 0.000
Dia de la semana 0.695




Apéndice Il: Especificacion de redes
Funcion de asignacion DIVIDERAND

Tipo de Red

Periodo: 2003-2011

1 capa, 5 nodos, 2
rezagos, 8 insumos

1 capa, 8 nodos, 2
rezagos, 8 insumos

1 capa, 10 nodos
(default), 2 rezagos, 8
iNsumos

1 capa, 100 nodos, 2

rezagos, 8 insumos

1 capa, 8 nodos, 3
rezagos, 8 insumos

1 capa, 4 nodos, 3
rezagos, 8 insumos

1 capa, 10 nodos, 3
rezagos, 8 insumos

1 capa, 3 nodos, 2
rezagos, 4 insumos

1 capa, 4 nodos, 2
rezagos, 4 insumos

performance = 1.0818e+003=1081
trainPerformance = 1.0219e+003=1021
valPerformance = 1.2551e+003=1255
testPerformance =1.1830e+003=1183
performance = 1.0709e+003=1070
trainPerformance = 1.0476e+003
valPerformance = 1.2647e+003
TestPerformance =987.4010=987

performance =1.1430e+003=1143
trainPerformance = 876.0399
valPerformance =968.5959
testPerformance = 2.5443e+003=2544
performance = 2.2457e+003=2245
trainPerformance = 912.3948
valPerformance = 6.3574e+003
testPerformance = 4.2648e+003=4264
performance = 1.1081e+003=1108
trainPerformance = 1.1001e+003
valPerformance = 1.0770e+003
testPerformance =1.1757e+003 =1175
performance = 1.0531e+003
trainPerformance = 881.3945
valPerformance = 1.4114e+003
testPerformance = 1.5031e+003 closedLoopPerformance =
379.5544

earlyPredictPerformance =1.0531e+003

performance = 1.1535e+003
trainPerformance = 1.1612e+003
valPerformance = 1.0343e+003
testPerformance = 1.2335e+003
performance =1.0701e+003
trainPerformance = 1.0116e+003
valPerformance = 1.2691e+003
testPerformance = 1.1426e+003
performance =1.0880e+003
trainPerformance = 1.1063e+003
valPerformance = 1.0899e+003




1 capa,10 nodos, 2
rezagos, 4 insumos

1 capa, 100 nodos, 2
rezagos, 4 insumos

2 capas, 10 nodos, 2
rezagos, 4 insumos

testPerformance =1.0014e+003
performance = 1.0167e+003
trainPerformance = 992.8006
valPerformance = 1.2518e+003
testPerformance = 893.1604
performance = 875.7591
trainPerformance = 641.8681
valPerformance = 1.4086e+003
testPerformance = 1.4279e+003
performance = 1.0565e+003
trainPerformance = 989.6081
valPerformance = 1.6005e+003
testPerformance = 827.1801

Funcion de asignacion DIVIDEBLOCK

2003-2011 (total)

1 capa, 5 nodos, 2
rezagos, 8 insumos

1 capa, 8 nodos, 2
rezagos, 8 insumos

1 capa, 10 nodos, 2
rezagos, 8 insumos

1 capa, 100 nodos, 2
rezagos, 8 insumos 1
capa 100 nodos

1 capa, 8 nodos, 3

rezagos, 8 insumos

1 capa, 8 nodos, 3
rezagos, 8 insumos

1 capa, 10 nodos, 3
rezagos, 8 insumos

performance = 5.3634e+003 =5363
trainPerformance = 669.4988
valPerformance = 2.2780e+003
testPerformance =3.0648e+004=30648
performance = 2.3848e+004
trainPerformance = 4.3895e+003
valPerformance = 1.7935e+003
testPerformance = 1.3820e+005
performance = 1.1251e+004
trainPerformance = 700.0531
valPerformance = 4.8998e+003
testPerformance = 6.7485e+004
performance =5.2491e+005
trainPerformance = 2.2935e+003
valPerformance = 2.6156e+004
testPerformance =3.4999e+006
performance = 2.3625e+004
trainPerformance =647.0088
valPerformance =9.0547e+003
testPerformance = 1.4681e+005
performance = 2.3150e+003
trainPerformance = 656.0988
valPerformance = 1.4160e+003
testPerformance = 1.1049e+004
performance = 7.2789e+003
trainPerformance = 652.2299
valPerformance = 2.2850e+003
testPerformance = 4.3628e+004




1 capa, 3 nodos, 2 performance = 3.1064e+003
rezagos, 4 insumos trainPerformance =702.3729
valPerformance = 1.6995e+003
testPerformance = 1.5922e+004
1 capa, 4 nodos, 2 performance = 6.0771e+005
rezagos, 4 insumos trainPerformance = 798.1775
valPerformance = 5.2268e+003
testPerformance = 4.0943e+006
1 capa, 10 nodos, 2 performance = 6.1864e+004
rezagos, 4 insumos trainPerformance = 2.5369e+003
valPerformance = 2.2097e+004
testPerformance = 3.8327e+005
1 capa, 100 nodos, 2 performance = 4.2553e+006
rezagos, 4 insumos trainPerformance = 9.0638e+003
valPerformance = 9.4392e+006
testPerformance = 1.9105e+007
1 capa, 4 nodos, 3 performance = 2.1329e+003
rezagos, 4 insumos trainPerformance = 705.5947
valPerformance = 1.2731e+003
testPerformance = 9.7776e+003




Apéndice I11: Compafias que componen el Dow Jones

Compaiiia

3M

Alcoa

American Express
AT&T

Bank of America
Boeing

Caterpillar, Inc.

Chevron Corporation

Cisco
Coca-Cola
DuPont
ExxonMobil
General Electric
Hewlett-Packard
Home Depot
Intel

IBM

Johnson & Johnson

JPMorgan Chase
Kraft Foods Inc.

McDonald's

Simbolo
(NYSE:MMM)
(NYSE:AA)
(NYSE:AXP)
(NYSE:T)
(NYSE:BAC)
(NYSE:BA)
(NYSE:CAT)
(NYSE:CVX)
(NASDAQ:CSCO)
(NYSE:KO)
(NYSE:DD)
(NYSE:XOM)
(NYSE:GE)
((NYSE:HPQ)
(NYSE:HD)
NASDAQ:INTC
(NYSE:IBM)

(NYSE:JNJ)

(NYSE:JPM)
(NYSE:KFT)

(NYSE:MCD)

Industria

Industria diversificada
Industria siderdrgica
Servicios financieros
Telecomunicaciones

Banca

Industria aeroespacial earmamentistica

Industria automotriz
Industria petrolera
Tecnologia ytelecomunicaciones
Bebidas

Industria quimica
Industria petrolera
Industria diversificada
Tecnologia

Minoristas
Semiconductores
Informética

Industria farmacéutica ybienes

consumo
Banca
Industria alimentaria

Restaurantes de comida rapida

de
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Merck (NYSE:MRK) Industria farmacéutica

Microsoft NASDAQ:MSFT Software

Pfizer (NYSE:PFE) Industria farmacéutica
Procter & Gamble (NYSE:PG) bienes de consumo
The Travelers Companies (NYSE:TRV) Seguros

United Technologies (NYSE:UTX) Industria aeroespacial

Corporation

Verizon Communications (NYSE:VZ) Telecomunicaciones
Wal-Mart (NYSE:WMT) Minoristas
Walt Disney (NYSE:DIS) Telecomunicaciones  eindustria  del

entretenimiento

Apendice IV: Comandos para MATLAB

%Insertamos una matriz de insumos (insumos_columna) y un vector de producto
(targets_columna), columna, de excel%

% Transformamos las matrices de insumos y productos, en matrices que se puedan leer como
time-steps (en ese caso, pensemaos en una matriz con 8 insumos)%

insumos=num2cell(insumos_columna’, [1,8])
targets=num2cell(targets_columna’)
%Luego, guardamos el WORKSPACE con un nombre de referencia.

% insumos- input time series.
% targets - feedback time series.

inputSeries = insumMos;
targetSeries = targets;

% Creamos una Red No-Lineal Auto-regresiva con Insumos Externos. (NARX por sus siglas en
Inglés. Tiene 2 rezagos cada variable dependiente e independiente. 5 nodos ocultos en la unica
capa oculta.
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feedbackDelays = 1:2;
hiddenLayerSize = 5;
net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.
% La configuracion para el Feedback se aplican automaticamente al product del Feedback.
% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los parametros de insumos utilizando: “net.inputs{i}.processParam”
% Adaptamos los pardmetros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacién.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{},targetSeries);

% Configurar la Division de los datos hacia grupo de Entrenamiento, Validacion y Testeo.

% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = 'dividerand’;

net.divideMode = 'value’; %

net.divideParam.trainRatio = 70/100;

net.divideParam.valRatio = 15/100;

net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcion default para esta red
net.trainFcn = ‘trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’,'plotresponse’, ...



‘ploterrcorr’, 'plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{} targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%?2) Ahora cambiamos las especificaciones. Ponemos 1 capa oculta y 8 nodos

%ocultos. Usabamos 4 antes porque se acostumbra empezar con catidad de

%nodos ocultos = (cantidad de insumos+ producto)/2, mayor entero. 8 también tiene sentido
porque es la cantidad de insumos, un nodo oculto por insumo.



%NOTAR: cuando ejecutas estos comandos, se te hacen modificaciones en el
%workspace. Entonces, tenés que cerrarlo y abrirlo de nuevo"

%Insertamos una matriz de insumos (insumos_columna) y un vector de producto
(targets_columna), columna, de excel%

% Transformamos las matrices de insumos y productos, en matrices que se puedan leer como
time-steps (en ese caso, pensemaos en una matriz con 8 insumos)%
insumos=num2cell(insumos_columna’, [1,8])

targets=num2cell(targets_columna’)

%Luego, guardamos el WORKSPACE con un nombre de referencia.

% insumos- input time series.
% targets - feedback time series.

inputSeries = insumos;
targetSeries = targets;

% Creamos una Red No-Lineal Auto-regresiva con Insumos Externos. (NARX por sus siglas en
Inglés. Tiene 2 rezagos cada variable dependiente e independiente. 5 nodos ocultos en la unica
capa oculta.

feedbackDelays = 1:2;

hiddenLayerSize = 5;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los parametros de insumos utilizando: “net.inputs{i}.processParam”
% Adaptamos los pardmetros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.



% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{} targetSeries);

% Configurar la Divisién de los datos hacia grupo de Entrenamiento, Validacion y Testeo.

% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = ‘dividerand’;

net.divideMode = 'value’;

net.divideParam.trainRatio = 70/100;

net.divideParam.valRatio = 15/100;

net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcién default para esta red
net.trainFcn = ‘trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)



% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%3) Ahora cambiamos por segunda vez las especificaciones. Ponemos 1 capa oculta y 10 nodos
%ocultos, que es el DEFAULT de la red NARX en MATLAB 2011%

%recordar cerrar el workspace anterior con "clear" y abrir otro limpio"

%Insertamos una matriz de insumos (insumos_columna) y un vector de producto
(targets_columna), columna, de excel%

% Transformamos las matrices de insumos y productos, en matrices que se puedan leer como
time-steps (en ese caso, pensemaos en una matriz con 8 insumos)%

insumos=num2cell(insumos_columna’, [1,10])
targets=num2cell(targets_columna’)
%Luego, guardamos el WORKSPACE con un nombre de referencia.

% insumos- input time series.
% targets - feedback time series.

inputSeries = insumos;
targetSeries = targets;

% Creamos una Red No-Lineal Auto-regresiva con Insumos Externos. (NARX por sus siglas en
Inglés. Tiene 2 rezagos cada variable dependiente e independiente. 5 nodos ocultos en la unica
capa oculta.

feedbackDelays = 1:2;



hiddenLayerSize = 5;
net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.
% La configuracion para el Feedback se aplican automaticamente al product del Feedback.
% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {i}.processParam”
% Adaptamos los parametros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates,layerStates,targets] = preparets(net,inputSeries,{ } targetSeries);

% Configurar la Division de los datos hacia grupo de Entrenamiento, Validacion y Testeo.

% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = 'dividerand'; %

net.divideMode = 'value’;

net.divideParam.trainRatio = 70/100;

net.divideParam.valRatio = 15/100;

net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcion default para esta red
net.trainFcn = 'trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

'ploterrcorr’, 'plotinerrcorr'};



% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates, layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio

trainTargets = gmultiply(targets,tr.trainMask);
valTargets = gmultiply(targets,tr.valMask);
testTargets = gmultiply(targets,tr.testMask);
trainPerformance = perform(net,trainTargets,outputs)
valPerformance = perform(net,valTargets,outputs)
testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%4) Ahora cambiamos por tercera vez las especificaciones. Ponemos 1 capa oculta y 100 nodos

%ocultos.
%recordar cerrar el workspace anterior con “clear” y abrir otro limpio™

%Insertamos una matriz de insumos (insumos_columna) y un vector

(targets_columna), columna, de excel%

de producto



% Transformamos las matrices de insumos y productos, en matrices que se puedan leer como
time-steps (en ese caso, pensemos en una matriz con 8 insumos)%

insumos=num2cell(insumos_columna’, [1,100])
targets=num2cell(targets_columna’)
%Luego, guardamos el WORKSPACE con un nombre de referencia.

% insumos- input time series.
% targets - feedback time series.

inputSeries = insumos;
targetSeries = targets;

% Creamos una Red No-Lineal Auto-regresiva con Insumos Externos. (NARX por sus siglas en
Inglés. Tiene 2 rezagos cada variable dependiente e independiente. 5 nodos ocultos en la Unica
capa oculta.

feedbackDelays = 1:2;

hiddenLayerSize = 5;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automéaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {i}.processParam”
% Adaptamos los pardmetros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{ },targetSeries);



% Configurar la Division de los datos hacia grupo de Entrenamiento, Validacién y Testeo.

% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = ‘dividerand’;

net.divideMode = 'value’;

net.divideParam.trainRatio = 70/100;

net.divideParam.valRatio = 15/100;

net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcidn default para esta red
net.trainFcn = ‘trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)



figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%6) Ponemos 1 capa oculta con 3 rezagos y 4 nodos ocultos
%recordar cerrar el workspace anterior con "clear" y abrir otro limpio"
inputSeries = insumMos;

targetSeries = targets;

% Armamos la red NARX , AHORA CON 3 DELAYS EN VEZ DE DOS

inputDelays = 1:3;

feedbackDelays = 1:3;

hiddenLayerSize = 4;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automéaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {i}.processParam”
% Adaptamos los pardmetros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.



[inputs,inputStates,layerStates,targets] = preparets(net,inputSeries,{ } ,targetSeries);

% Configurar la Divisién de los datos hacia grupo de Entrenamiento, Validacion y Testeo.
% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = ‘dividerand’;
net.divideMode = 'value’;
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcion default para esta red
net.trainFcn = 'trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados
figure, plotperform(tr)
figure, plottrainstate(tr)



figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{}targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%?7) Ponemos 1 capa oculta con 3 rezagos y 10 nodos ocultos
%recordar cerrar el workspace anterior con "clear" y abrir otro limpio"
inputSeries = insumMos;

targetSeries = targets;

% Create a Nonlinear Autoregressive Network with External Input

inputDelays = 1:3;

feedbackDelays = 1:3;

hiddenLayerSize = 10;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {1}.processParam”
% Adaptamos los parametros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows','mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.



% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{},targetSeries);

% Configurar la Divisién de los datos hacia grupo de Entrenamiento, Validacion y Testeo.

% La funcion “DIVIDERAND” asigna valores target de manera aleatoria al grupo
Entrenamiento, Validacion y Testeo durante el Entrenamiento de la Red Neuronal.

net.divideFcn = 'dividerand’; %

net.divideMode = 'value'; % net.divideParam.trainRatio = 70/100;

net.divideParam.valRatio = 15/100;

net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcion default para esta red
net.trainFcn = 'trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados



figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{}targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%7)CAMBIAMOS LA FUNCION QUE DEFINE COMO SE DIVIDEN LOS DATOS ENTRE
EL GRUPO DE ENTRENAMIENTO, VALIDACION Y TESTEO. Ahora pasamos de
dividerand a divideblock (que es por orden temporal, primero viene train luego validation luego
testing)

% DIVIDE BLOCK%

inputSeries = insSUMos;
targetSeries = targets;

% Creamos una Red No-Lineal Auto-regresiva con Insumos Externos. (NARX por sus siglas en
Inglés. Tiene 2 rezagos cada variable dependiente e independiente. 5 nodos ocultos en la unica
capa oculta.

feedbackDelays = 1:2;

hiddenLayerSize = 5;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automéaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {i}.processParam”



% Adaptamos los parametros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows','mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};

% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{ },targetSeries);

% usamos divideblock

net.divideFcn = 'divideblock’;
net.divideMode = 'value'; %
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcién default para esta red
net.trainFcn = ‘trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates, layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);
valTargets = gmultiply(targets,tr.valMask);



testTargets = gmultiply(targets,tr.testMask);
trainPerformance = perform(net,trainTargets,outputs)
valPerformance = perform(net,valTargets,outputs)
testPerformance = perform(net,testTargets,outputs)

% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%7)DIVIDEBLOCK con 2 rezagos y 5 inputs%

Input

inputDelays = 1:2;

feedbackDelays = 1:2;

hiddenLayerSize = 5;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs{i}.processParam”
% Adaptamos los parametros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows','mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};



% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{},targetSeries);

% usamos divideblock

net.divideFcn = 'divideblock’;
net.divideMode = 'value'; %
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcion default para esta red
net.trainFcn = 'trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)



% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%8)DIVIDEBLOCK 8 nodos
%DIVIDEBLOCK con 2 rezagos y 8 inputs%

inputSeries = insSuMos;
targetSeries = targets;

% Create a Nonlinear Autoregressive Network with External Input
inputDelays = 1:2;

feedbackDelays = 1:2;

hiddenLayerSize = 8;

net = narxnet(inputDelays,feedbackDelays,hiddenLayerSize);

% Elegimos las funciones de pre- y post- procesamiento de Insumos y Freedback.

% La configuracion para el Feedback se aplican automéaticamente al product del Feedback.

% Para una lista de todas las funciones de procesamiento, tiperar: “help nnprocess”.

% Adaptamos los pardmetros de insumos utilizando: “net.inputs {i}.processParam”
% Adaptamos los pardmetros de product, utilizando: “net.outputs{i}.processParam”

net.inputs{1}.processFcns = {'removeconstantrows', mapminmax'};
net.inputs{2}.processFcns = {'removeconstantrows', mapminmax'};



% Preparamos la base de datos para Entrenamiento (Training) y Simulacion.

% La function “PREPARETS” prepara los datos de serie de tiempo para una red particular,
moviendo la variable temporal la menor cantidad possible para completer input y layer states.

% “PREPARETS” nos permite mantener nuestos datos originals de series de tiempo invariables,
mientras facilmente los adaptamos a redes con diversos numeros de rezagos, con modelos de
Feedback de open-loop o close-loop.

[inputs,inputStates, layerStates,targets] = preparets(net,inputSeries,{},targetSeries);

% usamos divideblock

net.divideFcn = 'divideblock’; %
net.divideMode = 'value'; %
net.divideParam.trainRatio = 70/100;
net.divideParam.valRatio = 15/100;
net.divideParam.testRatio = 15/100;

% Elegimos la funcion para el entrenamiento: en este caso usamos Levenberg-Marquardt que es
la funcién default para esta red
net.trainFcn = ‘trainlm’;

% Elegimos la function para medir el desempenio, en este caso MSE
net.performFcn = 'mse’; % Mean squared error

% Vamos generando graficos para el desempenio, la etapa de entramiento, las correlaciones e
intercorrelaciones de los errores..
net.plotFcns = {'plotperform’,'plottrainstate’, plotresponse’, ...

‘ploterrcorr’, ‘plotinerrcorr'};

% Escribimos el comando que entrena la red
[net,tr] = train(net,inputs,targets,inputStates,layerStates);

% entrenamos la red

outputs = net(inputs,inputStates,layerStates);
errors = gsubtract(targets,outputs);
performance = perform(net,targets,outputs)

% ya con el entrenamiento recalculamos el training, la validacion y desempenio
trainTargets = gmultiply(targets,tr.trainMask);

valTargets = gmultiply(targets,tr.valMask);

testTargets = gmultiply(targets,tr.testMask);

trainPerformance = perform(net,trainTargets,outputs)

valPerformance = perform(net,valTargets,outputs)

testPerformance = perform(net,testTargets,outputs)



% visualizamos la red
view(net)

% graficamos los resultados

figure, plotperform(tr)

figure, plottrainstate(tr)

figure, plotregression(targets,outputs)
figure, plotresponse(targets,outputs)
figure, ploterrcorr(errors)

figure, plotinerrcorr(inputs,errors)

%Si quisieramos SEPARAR, aplicar la red a otros insumos, usariamos:%
netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{} targets_test);

yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)

%9)Validacion separada.Por ejemplo con una muestra dada, usamos %70 para entrenamiento,
%30 para TESTEO en una base que no haya sido considerada en la etapaprevia.

%En el caso de 2003-2011 tenemos en total 2192 observaciones (timesteps).

%Utilizamos 1535 observaciones en la primer etapa y 657 en la segunda.

%Para esto, construimos DOS matrices de insumos distintas y dos vectores de%target distintos.

netc = closeloop(net);

netc.name = [net.name ' - Closed LoopT;

view(netc)

[xc,xic,aic,tc] = preparets(netc,insumos_test,{},targets_test);
yc = netc(xc,xic,aic);

closedLoopPerformance = perform(netc,tc,yc)

%Buscamos el MSE entre tc e yc%
mse (tc,yc)



